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大模型端侧化背景
PART 01



模型端侧化的时代基础

端侧算力的高速发展

苹果A Bionic系列芯片
谷歌Edge TPU

高通/MTK 带NPU的SoC芯片

开发工具与推理技术

TensorFlow Lite
PyTorch Mobile

ONNX
量化推理
模型压缩

大模型的优秀效果

OpenAI GPT
Claude
Qwen

Deepseek
…



模型端/云部署的优势和劣势

1. 算力强大，性能效果上限高，支持复杂的业
务逻辑
2. 灵活易扩展，易于更新和维护，对终端硬件
依赖很小
3. 数据集中管理，可以分析挖掘，保持竞争力

1. 网络强依赖/高延迟
2. 计算/网络带宽成本高
3. 隐私和数据安全问题的限制

1. 低延迟，离线可用
2. 隐私保护性强，减少数据泄漏风险
3. 可以支持高度个性化服务
4. 网络维护和运营成本低

1. 算力有限，限制模型体量
2. 给用户带来额外的功耗
3. 更新困难，问题修复周期较长，缺乏日志
4. 对终端硬件依赖，开发工作量更大

云侧部署 端侧部署

优
势

劣
势



端侧部署面临的主要挑战

如何针对硬件环境，构建小而精的端侧模型，保证编
解码速度快，同时体验不输于云侧模型。

快：构建高效的端侧模型

如何优化端侧模型的存储空间占用，实现低成本、高
效率的部署和更新，提高算法功能的鲁棒性。

稳：鲁棒的模型效果和推理环境

01

如何在保证延迟低的基础上，考虑内存和功耗的限制，
实现推理方案的优化，提升端侧模型的资源使用效率。

省：优化推理方案
03

针对硬件环境优
化，实现高效、
稳定、节省资源
的端侧模型

02



模型轻量化技术
PART 02



模型轻量化技术

prune• 模型剪枝通过移除网络中不重要
的权重或神经元，来减少模型的
计算量和存储要求。

模型剪枝技术

distil
• 知识蒸馏通过将大型（教师模

型）模型的知识传递给较小的
（学生模型），使较小模型在
较少参数下也能表现良好。

知识蒸馏技术

sparse
• 通过将部分权重置零来减少模型

中活跃连接的数量，来降低计算
复杂度和存储需求。

权重稀疏化技术

quant
• 量化通过降低模型参数和计算

的精度（如将32位浮点数转换
为8位整数），减少存储和计算
资源。

量化压缩技术



2.1知识蒸馏

离线蒸馏

数据构造 数据增强

• 在现有数据上通过在
超大规模模型上进行
推理和调优，进行数
据清洗或者增强工作

• 自动标注，常见的依赖
无标签数据加提示词工
程，通过超大规模模型
构建场景训练数据

• 数据合成，在指令微调
阶段通过超大规模模型
构建大规模通用指令集

1 2
基于中间特征/注意力的蒸馏

1

在线蒸馏

教师模型往往和学术模型体量差异巨大，存在词表、架构
上的差异，不能实时参与到训练过程中，通常用于以下场
景：

教师和学生模型使用相同架构或者在关键组件上存在相似性，
例如attention，词表等，可以直接参与训练。通常用于提升
参数效率的场景。技术较为丰富和多样：

知识蒸馏

基于采样策略的序列蒸馏
2

基于回复/logits的蒸馏
3

…



2.1知识蒸馏-LLM的logits知识蒸馏

为什么使用logits蒸馏

[1] J. Gou, B. Yu, S. J. Maybank, and D. Tao, “Knowledge Distillation: A Survey,” arXiv:2006.05525 [cs, stat], Oct. 2020, Accessed: Nov. 25, 
2020. [Online]. Available: http://arxiv.org/abs/2006.05525

实践发现Logits蒸馏可以强化模型泛化能
力和减少量化损失

预训练蒸馏成本过高，通常是微调阶段的
指令蒸馏

教师和学生模型可以使用相同架构，但超
参数不同，特征维度不同，但词表不会随
模型规模变化，logits/回复蒸馏最直观

数据稀缺/垂域场景下，logits蒸馏比较高
效

4

1

2
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- 微调后的 LLM 的 logits 表现出极端的长尾分布，其中的重要信息集中于
非长尾部分

- 采样策略(top-k/top-p)下，大模型logits的内部排序对生成结果有着重要
影响

2.1知识蒸馏-LLM的logits知识蒸馏

M. Li, F. Zhou, and X. Song, “BiLD: Bi-directional Logits Difference Loss for Large Language Model Distillation,” Sep. 11, 2024, arXiv: 
arXiv:2406.13555. 

在13个数据集

上的大量实验

证明，BiLD仅

使 用 top-8 位

logits 就 可 以

获 得 SOTA 的

效果。

关键观察

- 对logits分布的长尾部分进行过滤，减少概率极小值参与计算

- 将蒸馏过程从logits的概率分布对齐，转换为logits的差值分布对齐，将
logits之间的排序信息进行放大

- 构建双向损失

结果

方法-BilD



2.1知识蒸馏-LLM的logits知识蒸馏

BilD损失函数示意图



BilD损失函数示意图

2.1知识蒸馏-为什么只用Top-K？



BilD损失函数示意图

2.1知识蒸馏-为什么只用Top-K？



2.1知识蒸馏-为什么要使用差值？

先介绍两种蒸馏方式，正向蒸馏和反向蒸馏，记教师模型分布为P，学生模型分布为Q：

- 反向蒸馏中，损失会强调二者在教师低概率部分
的对齐程度，反而促成了学生模型更关注教师的
高概率部分，在NLG任务上体现为置信度高，但
多样性差

- 正向蒸馏中，当Q(i)<< P(i)时会产生很大损失，
迫使学生模型去尽力模仿教师的整体分布，这样
会让学生模型的整体分布较为平滑，在NLG任务
上体现为多样性强，但置信度低

正向蒸馏(forward KL)

反向蒸馏(reverse KL)

均值寻求(mean-seeking)

模式寻求(mode-seeking)



2.1知识蒸馏-为什么要使用差值？

BiLD在均值寻求和模式寻求之间取得了不错的均衡效果。

将正反两个损失函数
线性结合起来是一个
比较直观的想法，在
此之上，我们通过在
top-k logits上面构造
差值矩阵，有以下几
点收益：

我们提出使用学生和
教师之间的
Overlap@k来评估学
生和教师之间，在生
成场景下的相似程度:

• Top-k的选择过滤掉了绝大多数概率极小值

• 使用差值矩阵的上三角矩阵展开计算交叉熵，客观上
扩大了softmax的分母个数，弱化极大概率值对蒸馏
过程的影响

• 模型拟合概率差异的分布难度高于直接学习原始尖锐
的概率分布，收敛效果更好

• Overlap@1: logits的top1是否相同，衡量模型在贪
心解码的情况下和teach教师er的相似程度

• Overlap@k: logits 的top-k个位置的重合程度，衡量
模型在采样生成策略下和教师的相似程度



2.1知识蒸馏-实验结果

Code: 
https://github.com/fpcsong/BiLD

Paper: 
https://arxiv.org/pdf/2406.13555

我们在13个数据集上验证了BiLD

的效果，在全部4组实验设置上

均分达到了SOTA的水平。

https://github.com/fpcsong/BiLD
https://arxiv.org/pdf/2406.13555


2.2目标结构化剪枝

计算成本低，不改变模型结构
     缺点：加速和存储收益较少，需要特定硬件才能获得收益

权重稀疏化
/weight

半结构化剪枝
/block

目标结构化剪枝
/slice

模型
剪枝

计算成本低，效果损失较少
破坏模型结构，导致推理端需要额外适配

效果损失较少，不破坏模型结构，可以自定义模型形状
计算成本高，优化难度大



2.2目标结构化剪枝-L0正则化方法

每一个mask都相当于一个0-1之间的概率分布，通过一个概率累积分布函数来控制一批mask的分布，
当收敛完成后，该累积分布函数可以确保这批mask中目标比例一定为0，以此来达到剪枝的目的。

L0正则化剪枝方法的核心思想是减少模型中非零参数的数量，通过在模型的损失函数中引入L0范数来实现参
数的稀疏化。由于L0范数的非凸性，直接优化L0范数是困难的。通常采用近似方法来实现L0正则化剪枝，下
面介绍经典的基于Hard Concrete Distribution实现L0剪枝的原理：

基本原理

1 首先为需要剪枝的权重/块初始化一个mask(0~1)，初始全1，为避免过多的公式介入，直接记为log𝜶.

2

3

在训练过程中，每个mask都会在一个均匀分布中采样噪声，获得一个动态的mask z参与模型计算，以
此来通过lm_loss逐渐评估出权重/块的重要程度。



2.2目标结构化剪枝-L0正则化方法

收敛速度慢，对数据规模
要求比较高，mask的优化
速度和模型权重的优化速
度不好均衡

均匀分布的噪声均值太高，
噪声波动影响的参数量较
大（类似dropout），无
法适用于剪枝比例比较大
的情况(例如90%以上)

为了达成剪枝目标，会产
生较多0-1之间的mask，
剩余参数存在浪费，影响
剪枝后模型的效果

如何让lm_loss通
过mask对权重的
评估更快、更准确

Mask的噪声分布
设计和实现

概率累积分布函数
的设计和实现

缺点 优化方向 核心优化思路

把L0正则化剪枝直接
通过梯度下降获得0-
1二值mask转换为两
阶段问题：

• 排序：通过梯度
下降评估参数重
要程度，体现在
mask数值的排序
上

• 剪枝：通过soft 
top-k mask将排
序结果渐进的转
化为0-1二值序列

具体改进措施

加入梯度缩放因子，将mask从0-1映射到更
小的范围，e.g. (0,1e-3]，并通过伪输入技巧
将mask引入到lm_loss的优化过程中，让
mask对模型效果感知更强，提升优化效率。

使用加入直通估计的hardtanh，更加充分的
利用mask的梯度信息。

重写噪声采样逻辑，转变噪声分布，并限制
噪声的绝对值的上限，仅用于评估重要性，
不致力于产生二值mask。

整合了Hard Concrete Distribution和soft-
topk-mask的思路，设计了一些列辅助函数，
保证剪枝目标达成并且不浪费参数。

排序和剪枝两个阶段在训练过程中动态交替进行，实现了较为平缓的剪枝过程。



2.2目标结构化剪枝-L0正则化方法效果

基于L0的改进算法，从Qwen2-7B剪枝到4B，超过了Qwen1.5-4B的效果。

L0正则化剪枝在Qwen7B->4B的结果



2.3目标结构化剪枝应用-低成本draft model构建

投机解码（Speculative Decoding）是一种用于加速大型语言模型（LLM）推理过程的方法。它通过“先推测后验证”
（Draft-then-Verify）的策略，提高解码效率和并行性。在每个解码步骤中，投机解码首先利用一个小型的草稿模型生
成多个候选token，然后使用目标大型语言模型并行验证这些候选token，一旦候选被接受，则可以减少大模型的
decoding次数，以加速整个推理过程。

Xia, H., Yang, Z., Dong, Q., Wang, P., Li, Y., Ge, T., Liu, T., Li, W., & Sui, Z. (2024). Unlocking Efficiency in Large Language Model Inference: A 
Comprehensive Survey of Speculative Decoding. Retrieved from https://arxiv.org/abs/2401.07851

投机解码基础

https://arxiv.org/abs/2401.07851


2.3目标结构化剪枝应用-低成本draft model构建

Xia, H., Yang, Z., Dong, Q., Wang, P., Li, Y., Ge, T., Liu, T., Li, W., & Sui, Z. (2024). Unlocking Efficiency in Large Language Model Inference: A 
Comprehensive Survey of Speculative Decoding. Retrieved from https://arxiv.org/abs/2401.07851

自生成方法(self-drafting)

• 优点：基于大模型自有的能力，通常能达成更高的

接受率，在采样策略下也能和基模型有更高的风格

一致性和回复质量。

• 缺点：训练出来的draft权重和目标模型完全耦合，

需要更改目标模型的推理逻辑，不够灵活，需要随

着目标模型一起迭代，并且通常自生成的单次推理

计算量更高。

通过模型自身构建轻量的draft模型。例如跳过模型的
某些层(Layer Skipping)，添加额外的层或者其他组
件(eagle/eagle2)，添加额外的Lm head(medusa)等。

独立生成方法(Independent Drafting)

• 优点：高度灵活，和目标模型完全解耦，只要模型

的任务不变，大小模型可以分开优化。对推理框架

改动很小，不影响大模型推理逻辑。

• 缺点：需要额外的编码时间，小模型和大模型的行

为对齐较难优化，小模型的训练成本较高。

通过一个额外的轻量小模型来完成猜测过程。

https://arxiv.org/abs/2401.07851


2.3目标结构化剪枝应用-低成本draft model构建

利用前述改进的L0剪枝+BilD蒸馏，将目标模型从4B直接剪枝到200M，作为draft模型。
1. 使用相同训练集训练（而非针对基模型进行数据蒸馏），保证更高的接受率。
2. 针对极端稀疏度设计的稀疏度调度策略和噪声分布，保证剪枝完成和效果收敛。
3. 剪枝完成后，针对小模型进行二阶段QAT训练。
4. 整个过程可以在一台8*A100上3天以内完成。相比于直接训练一个200M模型（类比2个bert-base）

极大的节省了机器成本。

基于剪枝的draft模型构建

当前模型经过量化后部署在手机端侧，在OPPO端侧系统/三方通话摘要功能上可以
实现1.4~2倍的加速比。



2.4权重稀疏化

稀疏化算法

权重稀疏化（Weight Sparsification）是一种在深度学习模型中减少参数数量的技术，通过将模型中的某
些权重置为零，从而实现模型的压缩和加速。稀疏化方法可以显著减少模型的内存占用，并依赖硬件相关
的稀疏化算子获得一定程度的加速效果。



2.4权重稀疏化-开源方法

稀疏化方法对比

大模型时代的稀疏化方法：

• post-training成为主流，关注剪枝效率，争取不做/少做权重更新

• 主要依赖ppl测试

• 均支持结构化稀疏模式（硬件友好）



2.4权重稀疏化-开源方法对比

50%稀疏开源方法效果对比

在Qwen2.5-3B和llama2-7B上的实验得到如下结论：

• PPL不是一个好的衡量指标，下游任务的损失和PPL不成比例

• Sparse算法当前还不成熟，损失都比较大，不能像量化一样部署

• 开源算法恢复前的差异较大，恢复后都很接近，mask的质量差异不大

50%稀疏开源方法PPL对比



2.4权重稀疏化-稀疏化模式

不同N:M效果和恢复结果

在不同稀疏化模式下进行测试：

• 结构化稀疏损失更大，但随着n,m的值增加会逐渐好转，整体来说损失大于量化

• n,m值增加更有利于性能恢复



2.4权重稀疏化-性能恢复

基于BilD设计了细粒度蒸馏恢复方案，显著降低sparse性能损失，基本达到了可落地的水平。

8个任务上的性能恢复对比与lora恢复效果的对比



量化感知训练
PART 03



3.1量化感知训练-量化基础

量化(quantization)是将神经网络中的高精度浮点数（如float32/16）转换为低精度整数（如int8/4）表
示的过程。其目的是减少模型的存储空间和推理过程的显存占用，从而加大吞吐量并降低设备功耗。

量化的优点

量化的缺点

损失的来源

• 算法性能损失。对生成式模型而言，会给模型行为带来一定程度的不确定性。

• 减少模型大小，部署和更新更便捷；在芯片量化算子的加持下加速推理过程；

• 更低的功耗和内存占用，相比其他压缩方法计算成本更低；

• 权重分布不够均匀

• 激活需要进行对称量化（为了保持0点不变，如果和sparse结合则权重也需要），导致异常值的影响
被放大

由于端侧的内存功耗等方面限制，当前量化已经是模型在端侧部署过程中必须的一环。



3.3量化感知训练-方法

实验发现logits的分布和topk层的激活分布有同步的倾向，模型训练越充分，logits越尖锐，激活离群点越多，因此我
们借助之前蒸馏部分的均值寻求效应，充分训练一个teacher模型，再使用较高的温度蒸馏到目标模型，迫使logits分
布更平滑，发现能够显著提升QAT的效果。

基于直通估计的伪量化算子实现
基础的线性量化是不可微的，因此需要引入直通估计(Straight-Through Estimator, STE)来完成梯度回传。一个基础的
线性量化算子如下：

STE部分需要设计Q(x)的梯度估计形式，也是各种QAT算法的差异之一，我们使用了最朴素的STE实现。

激活敏感层评估
加入伪量化算子是会影响训练效果的，我们会预先评估出离群点较多的层（通常在topk层）仅对这些层加入QAT算子
进行训练。

利用高温蒸馏的均值寻求效应



3.4量化感知训练-效果

通过引入QAT技术，
能够让训练全周期
的结果对量化更加
鲁棒，避免float模
型的选型结果和部
署效果产生不可控
的差异。



案例-OPPO端侧1+NLora架构
PART 04



1+NLora-算法布局
OPPO端侧1+Nlora算法优化流程



1+NLora案例-通话摘要

1.0版本：Find X7 系列上跟随行业首个端侧7B大模
型落地。主打隐私安全，全流程在端侧运行。

2.0版本：Find X8 系列，基于1+Nlora架构重构，
更轻量，算法效果也显著提升。

项目背景

1. 单次推理上下文窗口有限
2. 端侧的ASR效果和云侧算法有一定差距，模型

输入的噪音更大
3. 并行程度较低，只能使用效果较差的流式长文

摘要方案
4. 量化损失在摘要事实性方面体现较为明显

难点



1+NLora案例-通话摘要算法优化

数据构造

1. 通过COT方式强化摘要实体密度；
2. 针对数字实体、对话视角、长数字序列等高频错误构造对抗样本，显著缓解模型幻觉问题；
3. 通过动态切割长度，切换prompt等方式进行数据增强；
4. 混合指令优化：使用指令数据构造符合预训练数据分布的训练集，提升模型的泛化能力和微调效果；
5. 数据评估规则积累：从格式、实体密度、可读性等角度积累了一系列标签数据自动化评估规则，通过多
次迭代保证训练集数据质量。

微调算法

1. 广泛吸收优秀的开源工作，整合了C-RLFT(Guan et al., 2024)，SPIN(Chen et al., 2024)等微调策略。
2. 针对混合指令优化实现了加权的标签长度归一化损失函数，在混合指令场景下作用显著。



总结与展望
PART 05



端侧模型发展趋势

端云协同会越来越成熟，端侧算力占比会不断提高

隐私和个性化会成为主要卖点

终端上有一个服务多场景的基础模型会是标配

服务

量化位宽会越来越低，量化感知/低精度训练、
推理技术会被重视起来

端侧部署会成为一个研究方向，
例如面向NPU的高性能架构、

极致的提升参数效率或许会成为研究热点

技术





利用AI技术深化计算机对现实世界的理解

推动研发进入智能化时代


